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1 序論
文書データにおける感情（意見や態度を含む）の判

別は, 様々な応用において重要になってきている. 例を
挙げると, インターネットの電子掲示版上に書き込ま
れたある製品に関する消費者の意見が特定・判別でき
ると, その製品に関する広範囲なサーベイが可能にな
る. また, すべての回答に人間が目を通すことなくア
ンケートの概要を把握することも可能になる. そのよ
うな自動特定・判別を実現するための重要なリソース
として, 各単語の感情極性（ポジティブ「望ましい」,
もしくはネガティブ「望ましくない」）リストを挙げ
ることができる. 最もシンプルには, ある文書におい
てポジティブな単語が多く出現している場合, その文
書全体もポジティブであると推測ができる.
本研究の目的は, そのような感情極性リストを自動

的に作成する方法を提案することである. そのため,こ
こではスピン系のモデルを用いる. 電子のスピンが方
向（上向きあるいは下向き）を持っているように, 各
単語は感情極性（ポジティブあるいはネガティブ）を
持っている. 電子のスピン系において隣り合ったスピ
ンは同じ方向を持ち易いという傾向がある. 我々は, 辞
書の見出し語とその語釈文にある単語とは, 同じ感情
極性を持ち易いと仮定し, 語釈文で構築された語彙ネッ
トワークをスピン系でモデル化する. スピン系で使用
されている平均場近似を用いて系の状態を算出し, 各
単語の感情極性を判定する. さらに, 系の状態に影響
を与えるハイパパラメータの予測方法も同時に提案す
る. ここでは, 統計物理の基本的概念である平均磁化
を用いる.
非常に小規模の初期単語集合（種となる単語とその

感情極性）を与えるだけで, 多くの単語の感情極性が
高い正解率で判定できることを, 実験的に示す. 我々の
実験では, 英語語彙については 81.9%,日本語語彙につ
いては 79.8%の正解率を得た. また, 獲得された単語
の感情極性を用いて, 文の感情極性を判定する実験も
行い, 提案手法が優れていることを示した.
2 関連研究

Turneyら (2003)はウェブの検索エンジンを用いて
種となる単語との関連性の強さを測っている. 具体的
には, “word NEAR good” などのクエリを検索エンジ
ンに投げ, そのヒット数から感情極性の指標を算出し
ている. 実験結果は, General Inquirerの語彙 (Stone
et al., 1966)で評価している.

Hatzivassiloglou (1997) は, “simple and well-
received” あるいは “simplistic but well-received” な
どの接続表現に注目した. 前者は両単語の極性は等し
く, 後者では異なると予想される. 彼らは, まず接続表
現を収集し, それらを同極性か異極性か判定した. そ
の判定結果を用いて単語を二つのグループに分け, 片
方をポジティブと判定している.
小林ら (2001)は, 単語の語釈文に対するルールを人

手で 52個作成し, そのルールを繰り返し適用すること
により, 単語の感情極性を決定した. この手法は我々の
提案手法のもととなっているが, 再現率の低さと言語
依存性という二つの欠点を持つ.

Kamps ら (2004) は, WordNet (Fellbaum, 1998)
の同義語ネットワーク上での, 初期単語（“good” と

“bad”）への最短距離を用いて感情極性を判定した.
Huら (2004)は, 初期単語集合から始めて, シソー

ラス上で同義関係にある単語を取り込んでいくブート
ストラッピング方式を提案している. 彼らの手法の本
質的な部分は, Kampsらの手法と同じである.
3 スピンモデルと平均場近似
ここでは,スピンモデルと平均場近似 (Mackay, 2003)

を簡単に紹介する. これらは, 統計物理や機械学習な
どの分野で盛んに研究されてきた.
スピン系とは, N 個の電子の成す系であり, 各電子

には “+1（上向き）” もしくは “−1（下向き）”のど
ちらかの値をとるスピンが付随している. 隣接した電
子は, お互いに同じ向きを取り易いことが知られてい
る. このモデルをスピンモデルと呼ぶことにする1. ス
ピン系のエネルギー関数は次のように表される：

E(x, W ) = −(1/2)
∑
ij

wijxixj . (1)

ここで, xiと xj はそれぞれ電子 iと jのスピンの方向
を, 行列W = {wij}は電子間の重みを表す.
スピン系においては, 変数ベクトル xはボルツマン

分布に従う：

P (x|W ) = Z(W )−1 exp(−βE(x, W )). (2)

ここで, Z(W ) =
∑

x exp(−βE(x, W ))は正規化項で
あり, β(= 1/T )は逆温度定数と呼ばれる定数である.
なお, T は物理の世界では温度に対応する定数である.
この分布関数が示すように, エネルギーが小さな状態
ほど確率が大きくなる.
確率分布は既知だが, この系の状態は実は依然とし

てわからない. その理由は, 2N 個の異なる状態が存在
するので, 確率値の計算量が非常に大きいからである.
それゆえ, スピン系においては, しばしば平均場近似

と呼ばれる近似計算が用いられる. 以下, スピン系に
おける平均場近似を説明する. P (x|W )を Q(x; θ)で
近似することを考える. θは Qを決定するパラメータ
の集合であり, P (x|W )にできるだけ近くなるように
決定される. P と Qの近さの指標としては, 変分自由
エネルギー F を用いる. F は, Qに関する平均エネル
ギーと Qのエントロピーの差として定義される：

F (θ) = β
∑
x

Q(x; θ)E(x; W )

−
(
−

∑
x

Q(x; θ) log Q(x; θ)
)

. (3)

この F を最小にするパラメータ θ が選ばれる. 実は,
F の最小化は, P とQの間のカルバック・ライブラー
情報量の最小化と等価である (Mackay, 2003).
平均場近似では, 次にQ(x; θ)の形を, 計算量的に扱

いやすいもの
∏

i Q(xi; θi) に制限する. 簡単な代入計
算により, 変分自由エネルギーは次のように表される：

1より正確には, イジングスピンモデルなどと呼ばれる.



F (θ) = −β

2

∑
ij

wij x̄ix̄j (4)

−
∑

i

(−∑
xi

Q(xi; θi) log Q(xi; θi)
)
.

静止条件より, 次のような平均場方程式が得られる：

x̄i =

∑
xi

xi exp
(
βxi

∑
j wij x̄j

)
∑

xi
exp

(
βxi

∑
j wij x̄j

) . (5)

この方程式は, 現在の値で右辺を計算し左辺に代入す
るという繰り返し更新計算により, 解くことができる.
4 スピンモデルによる感情極性の判定
ここで, 単語の感情極性判定にスピンモデルを用い

るという我々の提案手法の説明をする.
各電子のスピンは, 上向きと下向きのうちどちらか

の値をとり, 隣り合ったスピンは同じ値を取りやすい.
我々は, 各単語を電子とみなし, 単語の感情極性をスピ
ンの向きとみなす. もしある単語が別の単語の語釈文
に出現した場合にその二単語を連結することにより,語
彙ネットワークを構築する. このようなモデル化の背
後には, ある単語とその語釈文に出現する単語は同じ
感情極性を持ちやすいであろうという直観が存在する.
4.1 語彙ネットワークの構築
ある単語が別の単語の語釈文に出現したらその単語

を連結することにより語彙ネットワークを構築する. 各
リンクは二つのグループに分けられる：SL（同極性リ
ンク集合）と DL（逆極性リンク集合）. これらはも
ちろん, 必ず同極性, あるいは必ず逆極性という意味で
はなく, そうなりやすいと予測されるという意味であ
る. もし, 少なくとも片方の単語がもう片方の単語の
語釈文で否定語（英語ならば not など）の後に出現し
ているならば, 両単語をつなぐリンクはDLに分類さ
れる. そうでなければ SLに分類される.
リンクの重み W = (wij) を次のように決める：

wij =

⎧⎨
⎩

1/
√

d(i)d(j) (lij ∈ SL)
−1/

√
d(i)d(j) (lij ∈ DL)

0 otherwise
. (6)

ここで, lij は単語 iと jの間のリンクを表し, d(i)は単
語 iの次数, すなわち単語 iが連結している単語数, を
表す. 連結されていなかった単語同士は, 重み 0のリン
クで連結されているとみなすことができる. このネッ
トワークを gloss network (G)と呼ぶことにする.
我々は, ネットワーク Gに加えて, シソーラス上の

同義語, 反義語, 上位語をリンクで連結することにより
別のネットワーク gloss-synonymy network (GS)を構
築する. 反義語のリンクはDLに属するとする.
さらにコーパスから得られた情報を加える. 2節で

述べたように, Hatzivassiloglou (1997)はコーパスに
出現する接続表現を利用した. 同様に我々も二つの単
語が and による接続表現で出現したらそのリンクを
SLに, また, but による接続表現で出現したら DLに
加える. このようにしてできたネットワークを gloss-
synonymy-corpus network (GSC)と呼ぶことにする.
4.2 感情極性判定
小規模な初期単語集合が与えられているとする. こ

の少量のラベル付きデータを以下のようにスピン系に
取り入れる.
式 (2) において, βE(x, W ) の代わりに次の関数

H(β,x, W )を用いる：

H(β,x, W ) = −β

2

∑
ij

wijxixj +α
∑
i∈L

(xi −ai)2, (7)

ここで, Lは初期単語集合, aiは初期単語 iの感情極性
（1または −1）, αはラベル付きデータに対する重み
（正の定数）を表す. つまり, xi (i ∈ L)が aiと異なる
場合, ペナルティが与えられる.
この関数H を用いると, 次の更新式が得られる：

x̄new
i =

∑
xi

xi exp
(
βxis

old
i − α(xi − ai)2

)
∑

xi
exp

(
βxisold

i − α(xi − ai)2
) . (8)

ここで, sold
i =

∑
j wij x̄

old
j である. また, x̄old

i と x̄new
i

は, それぞれ更新前と後の xi の平均である. 新しい更
新式は, Inoue (2001)の画像修復方法に従っている.
平均 x̄iの初期値は, 初期単語についてはそのラベル

に従い, それ以外は 0と設定しておく.
更新の前後で変分自由エネルギーの変化が充分に小

さくなったら, 計算を終了する. 最終的に平均値が正
だった単語については, 感情極性がポジティブと判定
し, 負だった単語は, 感情極性がネガティブと判定する.
4.3 ハイパーパラメータの推定
提案手法の性能は, ハイパーパラメータ β の値に大

きく依存するので, その値を適切に決定する必要があ
る. ここでは,そのための基準として平均磁化（magne-
tization）m = (1/N)

∑
i x̄i を用いることを提案する.

高温度においては,スピンの方向には秩序がない（常
磁性相, m ≈ 0）. 低温度においては,スピン系は秩序を
持っており同方向を向こうとする（強磁性相, m �= 0）.
統計物理学の世界では, ある温度において突然, 常磁性
相と強磁性相が入れ替わることが知られている. これ
を相転位といい, その時の温度を臨界点という. 臨界
点より僅かに高温であるとき, スピン系は局所的に秩
序を持つが, 全体的には秩序的でない状態になる.
我々が望む語彙ネットワークの状態は, 局所的に秩

序立っていると予想される. それゆえ, 我々は臨界点
より僅かに高い値を用いる. 具体的には, 一定間隔で β
を大きくしていき, mがある閾値より大きくなる直前
の β を用いる.
5 文の感情極性判定
前節で説明した手法により獲得された単語の感情極

性を用いて, 文の感情極性を判定することを試みる. こ
こで試す手法は, 文を単語の集合とみなし, 各単語の感
情極性値を足し合わせるというシンプルなものである.
より厳密には以下のように定式化できる.
文 rの感情極性値 g(r)を, 次のように計算する：

g(r) =
∑
i∈r

u(i, r)t(i). (9)

ここで, i ∈ rは rに出現する各単語を表す. t(i)は単
語 iの感情極性を表す関数で, ここでは前節の手法で求
めたスピンの平均値を用いて単純に t(i) = x̄i とする.
また, u(i, r)は xの文 rにおける文脈を数値化したも
のである. ここでは単純に, 否定語のあとに出てきた
場合は −1, そうでなければ 1とする.

g(r)が正ならば, 文 rはポジティブであると判定し,
g(r)が負ならば, 文 rはネガティブであると判定する.
ここで提案する手法は, 教師無し分類手法であるこ

とに注意されたい.
6 実験
提案手法の性能を, 実験により示す. まず単語の感

情極性判定の実験について述べ, 最後に文の感情極性
判定の実験について述べる.
英語の語彙ネットワークの構築には, WordNet (Fell-

baum, 1998)の語釈文, 同義語, 反義語, 上位語を用い
た. 語釈文に対する品詞タグ付けと原形化には, Tree-
Tagger (Schmid, 1994)を用いた. 動詞, 名詞, 形容詞,



表 1: 予測された β を用いた場合の分類正解率 (%). 括弧内
にはそのときの β の値が付与されている.

# seeds GSC GS G
14 81.9 (1.0) 80.2 (1.0) 76.2 (1.0)
4 73.8 (0.9) 73.7 (1.0) 65.2 (0.9)
2 74.6 (1.0) 61.8 (1.0) 65.7 (1.0)

副詞などの内容語のみを用い, さらに “be” や “have”
などのストップワードは削除した. 否定語としては,
“not”や “never”などだけでなく, “free from”や “lack
of”などの表現も加え, すべて合わせると 33個になっ
た. ネットワークは約 88,000単語から成る. また,コー
パスからの接続表現としては, Wall Street Journalと
Brown corpusから 804個の表現を抽出した.
ラベル付きデータとして, Turney らの実験 (2003)

に従い, General Inquirer (Stone et al., 1966)の語彙
を使用した. “Positiv”もしくは “Negativ”のラベル
がついている単語を General Inquirer から抽出し, 多
義性により複数のエントリがある語は一つにまとめた.
その結果, 3596語のラベル付き単語集合（ポジティブ
は 1616語, ネガティブは 1980語）が得られた.
実験は, 0.1間隔で 0.1から 2.0までの異なる βの値

で行い, 4.3節で述べた方法を用いて最も良い値を予測
した. αは, 充分大きな値（1.0 × 103）に固定した.
初期単語集合としては Turneyらが使用したものと

同じものを用いる：

ポジティブ初期単語集合 = {good, nice, excel-
lent, positive, fortunate, correct, superior},

ネガティブ初期単語集合 = {bad, nasty, poor,
negative, unfortunate, wrong, inferior}.

岩波国語辞典 (西尾ら, 1994)を用いて, 日本語の語
彙に対する実験も行った. 形態素解析には ChaSen を
用いた. 英語の場合と同様に内容語のみを用いた. ま
た, ここでの否定語は「ない」と「ぬ」のみである. 日
本語に対しては, ネットワーク Gのみを試した. 孤立
した単語を削除すると, 58185単語からなるネットワー
クが得られた.
正解として人手で 5632語にタグ付けした. このう

ち, 2491語がポジティブであり, 3141語がネガティブ
である. 日本語の初期単語集合は「良い」と「悪い」の
二語のみとして試してみた.
6.1 実験結果
まず, 英語の実験結果について述べたあと, 日本語の

実験結果について簡単に付け加える. 結果は予測され
た β を用いた場合のものである.
表 1は, 三種類の初期単語集合に対する, それぞれ

のネットワークによる単語の感情極性分類の実験結果
を示す. 2個の初期単語は “good”と “bad”に対応し,
4個の初期単語は “good”, “bad”, “superior”, そして
“inferior”に対応する.
多くの場合, シソーラス及びコーパスが正解率を上

昇させていることがわかる. 例外は, サイズ 2の初期
単語集合においてGがGSを上回っているケースであ
る. この理由は調査中であるが, 初期単語が少数であ
る場合は解空間の自由度が大きく, 最適化の過程で計
算が期待される解と異なる局所解に陥りやすくなって
いる可能性がある.
この提案手法の結果を Turneyらの結果と比較して

みる. サイズ 14の初期単語で彼らは, 小さなコーパス
（約 1 × 107 単語）を用いて 61.26%, 中程度のサイズ
のコーパス（約 2 × 109単語）を用いて 76.06%, 大き
なコーパス（約 1 × 1011 単語）を用いて 82.84%の正
解率を報告している. ただし, サイズの大小は相対的
なものである. 我々は, コーパスもシソーラスも使用
することなく, 中程度のサイズのコーパスでの Turney
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図 1: 平均磁化の例 (14初期単語の場合).

らの結果と同等の結果を得た. さらに, コーパスやシ
ソーラスで語彙ネットワークを拡充した場合, 我々の
手法は大きなコーパスの Turneyらの結果と同等な結
果を出している.
提案手法が言語依存でないことを示すために, 我々

は日本語での補足実験も行った. その結果, 79.8%の正
解率を得ることに成功した.
6.2 ハイパーパラメータ β の予測
ハイパーパラメータの予測手法の性能を調べるため

に, 表 1と表 2を比較する. 表 2では最適な値を用い
た結果が示されている. 特に 14初期単語の場合におい
て, 我々の予測手法は良い性能を示している. その他の
場合も, いくらか大きな値を予測する傾向があるもの
の, 正解率としては遜色ない値が出ているといえる.
平均磁化の変化を表した図 1も, 参考として加える.

β = 1.0付近で相転位が起こっているのがわかる.
6.3 確信度が高い分類結果に対する精度
次に, 高い確信度をもって分類された単語に対する

分類精度を算出する. 確信度としては, 平均値 x̄の絶
対値を用いた. 絶対値の降順に単語を並べ, 上位の単
語のみで分類精度を測った.
結果は図 2に示す. 横軸は選ばれた上位単語数, 縦

軸は分類精度である. 上位 1000語で 92%を越える精
度が得られた. 平均値の絶対値が分類の確信度として
機能することも確認できた.

Kampsら (2004)は,彼らの手法で “good”と “bad”
を初期単語として用い, 667語の形容詞について 67.32%
という精度を報告している. 比較のために我々も上記
確信度を用いて 667語の形容詞を選び, 精度を測った
（表 3）. 提案手法が Kampsらの手法を上回っている
ことが示されている.
6.4 エラー解析
提案手法を用いた場合の分類誤りを調査し, 主に三

種類の原因があることがわかった.
一つは語義の曖昧性の問題である. 例えば, “costly”

の語釈文は “entailing great loss or sacrifice”である.
しかし,ここでの “great”は程度が大きいことを示して
いるにも関わらず, ポジティブな極性を持つ「偉大」と
いう意味の用法の影響を受けて, 結果として “costly”
が誤ってポジティブに分類されている.
また, 構文構造が取り入れられていないことによる

分類誤りも存在する. 例えば, “arrogance”の語釈文は

表 2: 最も良い β を用いた場合の分類正解率 (%). 括弧内に
はそのときの β の値が付与されている.

# seeds GSC GS G
14 81.9 (1.0) 80.2 (1.0) 76.2 (1.0)
4 74.4 (0.6) 74.4 (0.6) 65.3 (0.8)
2 75.2 (0.8) 61.9 (0.8) 67.5 (0.5)
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図 2: 14初期単語のときの分類精度 (%).

表 3: 上位 667語の形容詞に対する分類精度 (%).
# seeds GSC GS G

2 94.5 (1.0) 76.3 (1.0) 86.7 (1.0)

“overbearing pride evidenced by a superior manner
toward the weak” であり, 正しくはネガティブな単
語であるが, “superior”という単語の影響でポジティ
ブに分類されてしまっている. “superior”であるのは
“manner”であることが構文構造から推測できるよう
になると, このような分類誤りは避けることができる.
さらに別のタイプの誤りとしては, 熟語的表現があ

る. 例えば, “brag”は, “show off”の意味でネガティブ
なのだが, “show”と “off”のどちらもネガティブな意
味を持っていないので,正しく分類ができていなかった.
現在のモデルにおいては, これらの分類誤りをうま

く扱うことはできない. このような問題の解決は, 今
後の課題として取り組んでいく予定である.
6.5 実験：文の感情極性判定
用いたデータは Huら (2004)の提供している製品

レビューデータである2. これは, 5種類の電化製品に
対する消費者の感想などを Amazon.comと C|net.com
から収集したものである. 14初期単語の場合について,
G, GS, GSCの三種類のネットワークをそれぞれ用い
て求めた単語の極性によって文の感情極性を判定した.
比較のため Huらの手法を実装し, 同じ条件で実験を
行った. 結果は, 表 4の通りである.
提案手法はどれも平均値において Huらの手法を上

回っている. 簡単な解析により正解率上昇の理由を調
べてみると, 形容詞しか扱えないHuらの手法は動詞を
利用できないが, recommendなどのポジティブな単語
が我々の手法では効果的に働いていることがわかった.

表 4: 文の感情極性判定正解率 (%)
14 seed words

製品の種類 Hu’s G GS GSC
Digital camera 1 70.8 69.5 71.6 72.9
Digital camera 2 75.5 73.0 81.8 82.4
Cellular phone 66.7 67.4 73.6 74.8
MP3 player 61.0 65.7 70.3 72.8
DVD player 49.7 59.6 61.4 66.1
平均 64.7 67.0 71.7 73.8

2http://www.cs.uic.edu/~liub/FBS/FBS.html で入手可能.

7 結論と今後の課題
単語の感情極性を判定する手法を提案した. 提案手

法では, 感情極性を電子のスピンとみなし, 語釈文を用
いて語彙ネットワークを構築した. さらに平均場近似
を用いて近似確率分布関数を計算し, 各単語の極性を
調べた. 実験により, 提案手法は少数の初期単語を用
いて高い精度で感情極性分類を判定できることが示し
た. また, 提案手法が言語に依存しない一般的な手法
であることも示した. また, 獲得された単語の感情極
性を用いて, 文の感情極性を判定する実験も行い, 提案
手法が優れていることを示した.
今後の課題としては, 語釈文の構文構造や語順情報

の取り入れ, 多値のスピンモデルへの拡張, 能動学習
による初期単語集合作成, より大きなコーパスの使用,
Turneyらの手法との融合, 辞書にない単語に対するオ
ンデマンド極性付与方法の開発などが挙げられる. ま
た,ここでの感情極性はOsgood (1957)の三因子のうち
の evaluation因子に対応するが,残りの二つ（potency
因子と activity因子）についても提案手法は応用可能
である. それ以外にも, スピン系に類似した構造を背
後に持つ概念は多く存在すると思われる.
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